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АННОТАЦИЯ
Целью работы является тестирование гипотезы о  возможности применения методов машинного обучения для 
разработки моделей, позволяющих точно спрогнозировать рыночную капитализацию предприятия на основании 
данных трех основных форм финансовой отчетности: отчета о финансовых результатах, бухгалтерского баланса, 
отчета о движении денежных средств. Научная новизна исследования заключается в предложении альтернативного 
подхода к актуальной проблеме финансов —  оценке стоимости компании. Проверить рассматриваемую гипотезу 
позволяет проведенное эмпирическое исследование, в рамках которого осуществлялось создание моделей с ис-
пользованием наиболее популярных методов машинного обучения (Lasso, Elastic Net, KNN, Random Forest, SVM 
и др.). С целью определения лучшего подхода для оценки бизнеса сопоставлена эффективность различных методов 
на основании показателя 2R  (86,7% для метода GBDT). Информационной базой выступают данные отчетности ком-
паний, котирующихся на биржах NYSE и NASDAQ. В ходе исследования автор также решает проблему интерпретиру-
емости полученных моделей. Выявлены наиболее важные признаки —  формы финансовой отчетности и конкретные 
их статьи, оказывающие наибольшее влияние на капитализацию предприятия. Три независимых способа оценки 
важности признаков указывают на особую ценность информации, содержащейся в данных отчета о финансовых ре-
зультатах. В частности, наиболее значимыми для высокоточных прогнозов оказались данные о совокупном доходе 
(Comprehensive income). Также выделены наиболее предпочтительные методы трансформации и вменения отсут-
ствующих данных для финансовой отчетности. Рекомендованы различные способы усовершенствования разрабо-
танных моделей с целью достижения еще более высокой точности оценок. Сделан вывод, что машинное обучение 
можно применять как более точный, непредвзятый и менее затратный способ оценки стоимости компании. Анализ 
важности признаков может быть использован для понимания и  дальнейшего изучения процесса формирования 
стоимости компании.
Ключевые слова: оценка стоимости компании; относительная оценка; DCF; машинное обучение; искусственный ин-
теллект; big data; регрессионный анализ; градиентный бустинг; деревья решений
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abstract
the aim of the article is to test the hypothesis about the applicability of machine learning methods to train models that 
allow to accurately predict the market capitalization of an enterprise based on data contained in three main forms of 
financial statements: Income statement, Balance sheet, and Cash flow statement. the scientific novelty of the study lies in 
the proposal of an alternative approach to the actual finance problem —  business valuation. The conducted empirical 
study allows us to test the hypothesis under consideration. We train various models using the most popular machine 
learning methods (LASSO, Elastic Net, KNN, Random Forest, SVM, and others). To determine the best approach for assessing 
the value of a company, the effectiveness of different methods is compared based on the 2R  performance metric 
(86,7% for the GBDT). Financial statements data of NYSE and NASDAQ companies are used. The study also addresses 
the problem of the interpretability of the trained models. The most important features are identified —  the forms of 
financial statements and their specific items that have the greatest impact on market capitalization. Three independent 
ways to determine feature importance indicate the significance of the information contained in the Income statement. 
In particular, Comprehensive income was the most important item for accurate predictions. Robust methods of variable 
normalization and missing data imputation are also highlighted. Finally, various ways of improving the developed 
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ВВЕДЕНИЕ
Отмечая способность искусственного интеллекта 
оказывать сильнейшее воздействие и полностью 
менять облик отраслей экономики и областей на-
учного знания, его по праву называют электриче-
ством XXI в 1. Финансовый сектор и теория финан-
сов также ощутили на себе влияние искусствен-
ного интеллекта. Машинное обучение, воплощая 
в себе самую продуктивную форму реализации 
идеи искусственного интеллекта на практике, 
уже довольно давно применяется финансовыми 
институтами для решения разнообразных задач. 
Первые исследования использования нейронных 
сетей для прогнозирования динамики движения 
цен фондового рынка опубликованы еще в 90-х гг. 
прошлого столетия (Kryzanowski, Galler, & Wright, 
1993). Именно финансовый сектор стал основным 
«полигоном» для испытания новых методов. На-
иболее благоприятным фактором для этого стало 
изобилие и разнообразие данных, агрегируемых 
финансовыми институтами в рамках своей обык-
новенной деятельности. Кроме этого, именно фи-
нансовые рынки видятся наиболее привлекатель-
ным объектом приложения интеллектуальных 
усилий ведущих специалистов информационных 
и математических наук, ведь вознаграждение за 
успешное применение статистических методов на 
этом поприще будет максимальным.

Ежегодно публикуются сотни работ, фикси-
рующих случаи успешного применения методов 
искусственного интеллекта в финансовом секторе 
(Cao, 2020). Однако некоторые темы незаслуженно 
остаются без внимания. Так, аспекты примене-
ния машинного обучения для оценки стоимости 
компании недостаточно рассмотрены научным 
сообществом. Это может быть связано с несколь-
кими причинами, одна из которых —  сложность 
моделирования субъективного процесса оценки 
аналитиком стоимости предприятия. Некоторые 
исследователи полагают, что процесс оценки не 
может быть формализован (Damodaran, Investment 

1 Сайт Stanford Business. URL: https://www.gsb.stanford.edu/
insights/andrew-ng-why-ai-new-electricity (дата обраще-
ния: 29.11.2021).

Valuation: Tools and Techniques for Determining the 
Value of Any Asset, 2012). Тем не менее именно спо-
собность инкорпорировать нелинейные взаимо-
отношения между переменными, являющимися 
свойством сложных процессов (например, процесса 
формирования стоимости предприятия) —  одна 
из главных сильных сторон машинного обучения. 
Доказано, что некоторые методы статистического 
обучения позволяют аппроксимировать непрерыв-
ные функции любого типа и сложности (Cybenko, 
1989). Именно поэтому сложность и субъективность 
процесса формирования стоимости компании яв-
ляются не преградой, а поводом для применения 
методов машинного обучения (ML, Machine Learning) 
для прогнозирования рыночной капитализации 
компании 2.

Данная работа посвящена проверке гипотезы 
о возможности применения методов машинного 
обучения с целью прогнозирования капитализации 
предприятия. Для этого проведено эмпирическое 
исследование и последующий анализ, в рамках ко-
торого сопоставлена эффективность разнообразных 
подходов контролируемого обучения для прогно-
зирования/присвоения рыночной капитализации 
компании на основании данных ее финансовой 
отчетности за восемь последних кварталов. То есть 
данных бухгалтерского баланса, отчета о финан-
совых результатах и отчета о движении денежных 
средств.

Первая часть основного раздела посвящена 
краткому обзору литературы и предпосылок для 
применения машинного обучения в контексте ис-
следуемой проблемы. Далее рассмотрены методо-
логические аспекты эмпирического исследования. 
Наконец, само исследование на основании данных 
3945 компаний NASDAQ и NYSE и его итоги обсу-
ждены в третьей части. В результате сравнительного 
анализа определены наиболее эффективные методы 

2 В  рамках исследования под стоимостью компании по-
нимается сумма рыночной капитализации компании 
и  балансовой стоимости обязательств. Таким образом, 
под разумевая наличие данных балансовой стоимости 
обязательств, проблема прогнозирования стоимости ком-
пании идентична проблеме прогнозирования рыночной 
капитализации.

П. С. Коклев

models are recommended to achieve even higher accuracy of forecasts. The study concludes that machine learning can 
be applied as a more accurate, unbiased, and less costly approach to value a company. Feature importance analysis can 
also be used to understand and further explore the value creation process.
Keywords: business valuation; relative valuation; DCF; machine learning; artificial intelligence; big data; regression 
analysis; gradient boosting; decision trees
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обучения, позволяющие прогнозировать стоимость 
компании с высокой точностью. Эффективность 
методов сопоставлена с помощью показателя 2R , 
рассчитанного для тестового множества, т. е. данных, 
не используемых при обучении моделей.

Высокая точность получаемых прогнозов может 
быть использована для решения разнообразных 
задач. Оценка стоимости частных предприятий, 
определение цены размещения акции перед IPO, 
создание инвестиционных стратегий 3, формиро-
вание новых подходов к отражению инвестиций 
в капитал других предприятий в бухгалтерском 
учете —  далеко не полный список возможных то-
чек приложения полученных в ходе исследования 
результатов. Помимо самих моделей, ценностью 
обладает и анализ важности признаков, позволяю-
щий выделить независимые переменные —  формы 
финансовой отчетности и конкретные их статьи, 
которые наиболее сильно влияют на итоговый 
прогноз стоимости. Это позволяет выявить самую 
ценную информацию, содержащуюся в финансо-
вой отчетности, что, в свою очередь, может быть 
использовано как компаниями для более полного 
раскрытия наиболее релевантной для инвесторов 
информации, так и регулятором при разработке 
новых стандартов. Кроме того, важность признаков 
дает подсказки относительно самого процесса фор-
мирования стоимости компании. Наконец, в ходе 
работы автору удалось определить лучшие методы 
для предварительной обработки данных финан-
совой отчетности: нормализации независимых 
переменных и вменения отсутствующих данных.

1. МАШИННОЕ ОБУЧЕНИЕ ДЛЯ ОЦЕНКИ 
СТОИМОСТИ КОМПАНИИ

1.1. Предпосылки использования Ml методов 
для оценки стоимости компании

Рассмотрим основные факторы, позволяющие 
предположить, что статистическое обучение мо-
жет быть успешно использовано для определе-
ния капитализации компании. Используя термин 
«машинное обучение», как правило, имеют в виду 
следующее:

1.  Применение разнообразного набора непа-
раметрических статистических методов прогно-
зирования, способных инкорпорировать нели-
нейные отношения между независимыми пере-
менными.

3 В  контексте разработки инвестиционных стратегий по-
ложительная разность между прогнозной и  фактической 
стоимостью будет трактоваться как недооценка, а отрица-
тельная —  как переоценка компании.

2.  Использование регуляризации —  способа 
штрафования сложных моделей с целью предот-
вращения проблемы переобучения 4.

3.  Подбор оптимального набора гиперпара-
метров среди множества возможных вариан-
тов спецификации модели. Grid Search и Random 
Search —  наиболее популярные алгоритмы поиска 
оптимального набора гиперпараметров. Подбор 
гиперпараметров, как правило, осуществляется 
с использованием валидационного множества, 
получаемого в ходе перекрестной проверки (k-fold 
cross-validation).

Помимо фокуса на применении передовых алго-
ритмов, машинное обучение акцентирует внимание 
на верификации модели с помощью перекрестной 
проверки и использовании тестовой выборки для 
получения непредвзятой оценки качества модели. 
Таким образом смещается фокус с оценки пара-
метров модели β  на результат прогноза y . Для 
оценки стоимости компании первичным является 
определение функции ( )h x , позволяющей осуществ-
лять высокоточный прогноз. Именно прогноз, а не 
оценка коэффициентов β  имеет большую приклад-
ную ценность. Специализируясь именно на задачах 
прогнозирования, машинное обучение идеально 
подходит для рассматриваемой проблемы. Мно-
гомерная природа ML методов позволяет заметно 
превосходить в гибкости традиционные экономе-
трические подходы. Эта гибкость помогает лучше 
аппроксимировать неизвестную функцию, отража-
ющую процесс, формирующий стоимость компании.

Некоторые свойства методов машинного обуче-
ния делают их идеальными кандидатами для моде-
лирования процессов с неизвестной или неопреде-
ленной формой. В первую очередь это разнообразие. 
Даже в рамках одного из множеств непохожих друг 
на друга методов исследователь имеет возмож-
ность выбирать бесконечное множество различных 
спецификаций модели. Например, гиперпараметр 
коэффициент скорости обучения (learning rate) мо-
жет принимать бесконечное множество значений 
из области положительных действительных чисел. 
Помимо этого, отбор лучших моделей с помощью 
перекрестной проверки позволяет контролировать 
проблему переобучения и избегать ложных откры-
тий, являющихся следствием неконтролируемого 
тестирования множества различных вариантов 
спецификации моделей (Gu, Kelly, & Xiu, 2020).

4 Переобучение —  явление, когда построенная модель хо-
рошо объясняет стоимость компании из обучающей вы-
борки, но не способна делать качественные прогнозы для 
компаний, не участвующих в обучении модели.
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Вопреки своей первоначальной специализации, 
аналитические методы, разработанные для работы 
с большими данными, особенно эффективны при 
работе с небольшими наборами данных (3945 на-
блюдений считается небольшим набором данных). 
Они заметно превосходят традиционные методы 
для социальных наук: наименьших квадратов (МНК) 
для проблем регрессии и логистической регрессии 
для задач классификации, которые не способны 
в своем первоначальном виде учитывать нели-
нейное воздействие независимых переменных на 
зависимую. Способность инкорпорировать много-
мерную природу данных является основной при-
чиной превосходства непараметрических методов 
искусственного интеллекта.

Другим недостатком традиционных методов 
является склонность к переобучению. Полученная 
с помощью МНК модель делает, как правило, край-
не неточные предсказания за пределами выборки. 
Кроме этого, интерпретируемость результатов пе-
рестала считаться преимуществом МНК. Использо-
вание метода регуляризации Тихонова (Ridge) (Ти-
хонов, 1963), регрессии Lasso (Tibshirani, Regression 
shrinkage and selection via the lasso, 1996), а также 
их комбинации —  Elastic Net позволяет увеличить 
качество прогнозирования, сохраняя возможность 
простой интерпретации полученных коэффици-
ентов β . С учетом всех недостатков некоторые 
исследователи полагают, что использование простой 
линейной регрессии в социальных науках должно 
быть сведено к минимуму (Hindman, 2015).

Используемые в исследовании объясняющие 
переменные —  статьи финансовой отчетности —  за-
частую похожи друг на друга и являются сильными 
коррелятами 5. Последствием нестрогой мультикол-
линеарности является высокое значение стандар-
тной ошибки для оцениваемых коэффициентов, что 
лишает МНК главного преимущества —  интерпре-
тируемости. Кроме того, МНК перестает работать, 
когда количество переменных стремится к числу 
наблюдений. Использование ML позволяет успешно 
работать с паталогическими для традиционных ме-
тодов данными и отбирать жизнеспособные модели.

Обладая огромным потенциалом для прогнози-
рования стоимости компании, машинное обучение 

5 Примером коррелированных переменных могут служить 
показатели выручки и  валовой прибыли. Более экстре-
мальный пример  —  валюта баланса на дату последнего 
ежеквартального отчета и валюта баланса на дату предпо-
следнего ежеквартального отчета. Вследствие использова-
ния данных за восемь последних кварталов практически 
каждая из переменных является сильным коррелятом 
с семью другими переменными из матрицы плана .X

все же имеет некоторые недостатки и ограничения. 
Полученные в ходе применения моделей прогнозы 
являются измерениями. Сами по себе измерения не 
указывают на фундаментальный механизм, фор-
мирующий рыночную капитализацию компании. 
Процесс присвоения прогноза зачастую непрозра-
чен. Даже специалистам довольно сложно доступ-
ным языком описать логику формирования того 
или иного прогноза. Сложность коммуникации 
является одним из барьеров к применению машин-
ного обучения к некоторым проблемам финансов. 
К счастью, проблеме интерпретируемости резуль-
татов уделяется особенное внимание в литературе. 
Современные методы оценки важности признаков 
(feature importance), рассмотренные в эмпирическом 
исследовании, позволяют нивелировать проблему 
«черного ящика» (Carvalho, Pereira, & Cardoso, 2019).

1.2. Обзор литературы
Важным вопросом является определение незави-
симых переменных, с помощью которых долж-
но осуществляться прогнозирование стоимости. 
Теория оценки стоимости активов дает вполне 
определенные указания. Академики и практики 
используют множество разнообразных подходов 
к оценке стоимости компании. Ведущий иссле-
дователь в этой области А. Дамодаран выделяет 
четыре подхода (Damodaran, Valuation approaches 
and metrics: a survey of the theory and evidence, 
2007).

В первую очередь это дисконтирование денежных 
потоков, DCF . Данный подход определяет стои-
мость путем дисконтирования ожидаемых денеж-
ных потоков, генерируемых активами компаний.

Другой способ —  метод бухгалтерской оценки —  
использует данные балансовой стоимости активов.

Третий и наиболее часто применяемый на прак-
тике метод —  относительной оценки, подразумева-
ющий использование рыночных данных стоимости 
похожих компаний (Pinto, Robinson, & Stowe, 2019). 
Для присвоения стоимости компании используют 
фондовые мультипликаторы.

Наконец, в рамках метода непредвиденного 
требования применяют модели оценки стоимости 
финансовых опционов.

Благодаря прочным теоретическим основам, 
именно дисконтированию денежных потоков уде-
лено особое внимание в научном сообществе. Осно-
вы подхода предложены А. Маршаллом и О. Бём-
Баверком, которые рассматривали концепцию 
приведенной стоимости в первой половине ХХ в. 
Бём-Баверк первым продемонстрировал расчет 
стоимости аннуитета в явной форме (Böhm-Bawerk, 
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1903). В основе метода лежит предположение о том, 
что активы с крупными и прогнозируемыми денеж-
ными потоками должны обладать большей стоимо-
стью, нежели активы с низкими и волатильными 
денежными потоками. Другими словами, стоимость 
актива является возрастающей функцией от разме-
ра ожидаемых денежных потоков и убывающей от 
ставки дисконтирования, отражающей риск и не-
определенность денежных потоков.

Необходимо отметить, что на практике, при-
меняя метод DCF  для определения ожидаемых 
денежных потоков, прогнозирования темпов их 
роста, рентабельности капитала и др., использу-
ют данные именно финансовой отчетности. Сле-
довательно, и обучение статистических моделей, 
прогнозирующих стоимость компании, должно 
осуществляться с использованием этих данных.

Настоящая работа имеет связь с целым рядом 
исследований 2000-х гг., посвященных приложе-
нию машинного обучения к финансовым рынкам. 
В 2009 г. Д. Атсалакис и К. Валаванис рассмотрели 
существующую литературу, посвященную использо-
ванию нейронных сетей для прогнозирования дина-
мики фондового рынка (Atsalakis & Valavanisb, 2009). 
Позднее, в 2018 г., Ф. Чинг, Э. Камбриа и Р. Уэлш 
опубликовали обзор применения методов обра-
ботки естественного языка, NLP для финансового 
прогнозирования (Xing, Cambria, & Welsch, 2018). 
Среди работ, непосредственно связанных с оцен-
кой стоимости активов, выделяется работа 2015 г. 
Б. Парка и Д. Бае, посвященная использованию ма-
шинного обучения, в частности алгоритма AdaBoost 
для прогнозирования стоимости жилой недвижи-
мости в штате Вирджиния (Park & Bae, 2015).

Наиболее близкими по смыслу к прогнозирова-
нию капитализации предприятия c помощью стати-
стических методов являются работы, посвященные 
прогнозированию фондовых мультипликаторов. 
В одной из первых публикаций по данной тематике 
М. Кисор и В. Уайбек использовали данные темпа 
роста прибыли, коэффициента дивидендных выплат 
и стандартного отклонения изменения прибыли 
на акцию (EPS) для определения отношения ка-
питализации к чистой прибыли, мультипликатора 

/P E  (Whitbeck & Kisor, 1963). Выборка состояла 
из 135 компаний. Полученное в 1963 г. уравнение 
регрессии имеет следующий вид:

( )/ 8,2 1,5 6,7 � 0,2 epsP E g Payout ratio= + + − σ .

Прогнозирование мультипликаторов для компа-
ний российского фондового рынка рассматривалось 
в работе (Коклев, 2020). Автор отдает предпочтение 

прогнозированию мультипликатора /EV Sales , 
аргументируя это тем, что положительное значе-
ние выручки позволяет использовать максимально 
возможную выборку компаний.

Х. Йоши и Р. Чауха использовали детерминанты 
мультипликаторов для прогнозирования значения 
коэффициентов с помощью регрессии Ridge и Lasso. 
Скорректированный р-квадрат составил 70%. От-
дельная тестовая выборка для верификации ре-
зультатов не использовалась (Joshi & Chauha, 2020).

М. Ле Клер, А. Алфорд, C. Пенман, Д. Ниссим, 
А. Дамадоран и многие другие авторы разрабаты-
вали модели прогнозирования мультипликаторов 
(Liu, Nissim, & Thomas, 2002). В рамках этих иссле-
дований независимыми переменными, как правило, 
являются различные коэффициенты, интегральные 
показатели, характеризующие деятельность, финан-
совую устойчивость и эффективность предприятия.

2. МЕТОДОЛОГИЯ ИССЛЕДОВАНИЯ
С целью проверки рассматриваемой гипотезы 
необходимо решить следующую задачу: обучить 
модель оценки рыночной стоимости акционер-
ного капитала предприятия. Не имея априорной 
информации относительно эффективности того 
или иного подхода, видится целесообразным рас-
смотреть максимально возможное число сущест-
вующих на сегодняшний день методов машинно-
го обучения. Определение лучшего метода можно 
осуществить путем сопоставления точности про-
гнозов для данных тестового множества. В наибо-
лее общем виде мы описываем прогнозную стои-
мость компании как:

 ( ),y h x=

где h  —  функция стоимости компании, получен-
ная методом машинного обучения; y  —  прогноз 
рыночной капитализации компании; x  —  вектор 
признаков компании, состоящий из данных фи-
нансовой отчетности.

2.1. Используемые методы машинного обучения
Существует довольно широкий спектр качествен-
ной литературы, подробно описывающий каждый 
подход как с точки зрения описания метода, так 
и самих вычислительных алгоритмов, позволяю-
щих получить модель для заданной обучающей 
выборки (Hastie, Tibshirani, & Friedman, 2016). 
Поэтому не станем подробно останавливаться 
на каждом из рассмотренных в работе методов, 
а лишь кратко перечислим их. В табл. 1 сведены 
двенадцать разнообразных подходов, призван-
ных максимально репрезентативно представить 
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идею использования ML для оценки стоимости 
компании.

Помимо метода, указаны и программные би-
блиотеки, используемые для построения моделей 
в рамках каждого метода: scikit-learn для тради-
ционных алгоритмов и CatBoost для градиентного 
бустинга. Помимо CatBoost, существует несколько 

других популярных библиотек имплементации 
алгоритма градиентного бустинга на основе дере-
вьев решений: XGBoost, H2O и LightGBM от Microsoft. 
Выбор в пользу проекта Яндекса объясняется более 
высокой точностью получаемых моделей как при 
значении гиперпараметров по умолчанию, так 
и при их оптимизированном значении. Помимо 

Таблица 1 / Table 1
Рассмотренные методы обучения моделей / employed machine learning methods

Метод / Method

Имплементация 
алгоритма / 
algorithm 

implementation

Функция потерь /  
loss function 

Количество исследованных 
спецификаций / number of 
specifications investigated

Метод наименьших 
квадратов, МНК

scikit-learn* MSE 10 000

Гребневая регрессия, Ridge scikit-learn  
2

2
MSE w+ α 10 000

Лассо регрессия, Lasso scikit-learn  1
MSE w+ α 2000

Elastic Net scikit-learn
 ( ) 2

1 2

1

2
MSE w w

α −ρ
+ αρ + 2000

Стохастический 
градиентный спуск, SGD

scikit-learn

MSE , Huber loss, epsilon 

insensitive, squared epsilon 
insensitive

2000

Регрессия с функцией 
потерь Хьюбера, Huber

scikit-learn Huber loss 2000

Метод опорных векторов, 
SVM

scikit-learn epsilon-insensitive 3000

Метод k-ближайших 
соседей, KNN

scikit-learn – 2000

Дерево решений, Decision 
Tree, DT

scikit-learn MSE, MAE, Poisson loss 10000

Случайный лес, Random 
Forest, RF

scikit-learn MSE, MAE, Poisson loss 500

Сверхслучайные деревья, 
Extremely Randomized 
Trees, ERT

scikit-learn MSE, MAE 500

Градиентный бустинг на 
основе деревьев решений, 
GBDT

CatBoost** MSE 100

Источник / Source: составлено автором / compiled by the author.
Примечание / Note: * Scikit-learn —  библиотека для машинного обучения в Python. URL: https://scikit-learn.org/ (дата обращения: 
15.11.2021); ** CatBoost —  библиотека для обучения моделей деревьев решений на основе градиентного бустинга, разработанная 
ПАО Яндекс. URL: https://catboost.ai/ (дата обращения: 17.11.2021) / * Scikit-learn is a library for machine learning in Python. URL: 
https://scikit-learn.org/ (accessed on 15.11.2021); ** CatBoost is a gradient boosting on decision trees library, developed by Yandex. 
URL: https://catboost.ai/ (accessed on 17.11.2021).
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этого, процесс обучения с помощью CatBoost про-
ходит, как правило, быстрее (Prokhorenkova, Gusev, 
Vorobev, Dorogush, & Gulin, 2017). В последнем стол-
бце указано количество протестированных моделей 
в рамках каждого метода. Тестирование большого 
числа возможных спецификаций необходимо для 
определения наилучшего набора гиперпараметров. 
Отметим, что в табл. 1 отсутствуют нейронные сети. 
Из-за неоднородной природы данных 6 финансовой 
отчетности этот метод оказался неэффективным 
( 2 8,0%R = − ).

2.2. Оценка качества моделей
Существуют серьезные основания полагать, что 
результаты регрессии зачастую могут являться 
следствием неконтролируемого тестирования 
множества вариантов спецификации модели 
(Ioannidis & Doucouliagos, 2013). Для получения 
желаемого результата исследователь задним чи-
слом выбирает «лучшую» модель. Формирование 
отдельной тестовой выборки лишает недобро-
совестного ученого опции подгона модели под 
данные с целью получения сенсационных резуль-
татов. В рамках настоящего исследования гене-
ральная совокупность разделяется на два несов-
местных множества: обучающее и тестовое. Те-
стовое множество состоит из случайной выборки 
20% данных —  788 компаний. Именно р-квадрат, 
рассчитанный для компаний i , принадлежащих 
тестовой выборке τ , будет являться справедли-
вым показателем, характеризующим качество 
прогнозов. Сравнение эффективности различных 
ML методов будет осуществляться с помощью 
данного показателя.

( )
( )

2

2
2

1 .
iii

oos

i ii

y y
R

y y

∈τ

∈τ

−
= −

−

∑
∑

Данные остальных 3155 компаний будут ис-
пользоваться для обучения модели и перекрестной 
проверки в процессе оптимизации гиперпараме-
тров с применением алгоритма случайного поиска 
(Random Search). Суть случайного поиска состоит 
в сопоставлении множества различных специфи-
каций в рамках метода путем случайного подбо-
ра гиперпараметров из заданного распределения 

6 Неоднородность данных заключается в том, что различ-
ные статьи финансовой отчетности несут в  себе разный 
экономический смысл. Нейронные сети, напротив, наибо-
лее эффективны при работе с однородными данными. На-
пример, изображениями, где каждый признак представля-
ет собой пиксель.

(Bergstra & Bengio, 2012). Выбор лучшей модели из 
множества различных вариантов спецификации 
осуществляется на основе показателя р-квадрат 

2
cvR , рассчитанного для валидационной выборки, 

представляющей собой динамически меняющуюся 
часть обучающей. Для валидационной выборки 
будет последовательно изыматься десятая часть 
обучающей.

2.3. Важность признаков
Различные способы оценки важности признаков 
призваны нивелировать проблему интерпретиру-
емости, позволяя оценить вклад каждой незави-
симой переменной —  статьи финансовой отчетно-
сти как в общее качество модели, так и в конкрет-
ный прогноз. Рассмотрим три различных подхода:

1.  Изменение значения прогноза (Prediction 
Values Change).

2.  Определение важности с помощью переста-
новок (Permutation Importance).

3.  SHAP (SHapley Additive exPlanations).
В рамках первого метода важность переменной 

определяется с помощью расчета среднего измене-
ния прогноза при изменении признака. Чем больше 
среднее изменение прогноза, тем большая важность 
присваивается признаку. Этот процесс выполняется 
для каждой переменной.

Способ перестановки признаков (Permutation 
Importance) работает следующим образом: произ-
вольным образом перемешиваются наблюдения 
для оцениваемой переменной. То есть случайным 
образом перетасовывается один столбец матри-
цы плана X , строки которой состоят из векторов 
признаков компаний. Остальные столбцы оста-
ются неизменными. После перестановки рассчи-
тываются прогнозные значения капитализации 
уже на основе измененной матрицы. Переменная 
признается важной, если точность прогнозов зна-
чительно снижается по сравнению с первоначаль-
ной, неизмененной матрицей. С другой стороны, 
признак считается неважным, если его переста-
новка не привела к значительному снижению 2R . 
Так, процесс случайной перестановки повторяется 
триста раз для каждой переменной (Breiman, 2001). 
Высокое число итераций перестановок для каждого 
признака необходимо для получения узких дове-
рительных интервалов оценки среднего снижения 
качества модели.

Метод SHAP представляет собой подход, моти-
вированный идеей Вектора Шепли, принципа из 
теории игр, позволяющему вычислить оптималь-
ное распределение выигрыша между игроками, 
учитывая их вклад в итоговый результат (Shapley, 
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2016). В контексте интерпретации моделей ста-
тистического обучения SHAP позволяет получить 
локальный (для конкретного наблюдения  x ) ад-
дитивный для каждой статьи финансовой отчет-
ности вклад в итоговый прогноз капитализации 
по сравнению с базовым уровнем (средним про-
гнозом модели). Иллюстрация принципа на при-
мере биофармацевтической компании Biogen Inc. 
показана на рис. 1.

По вертикальной оси перечислены статьи финан-
совой отчетности и их значения, отсортированные 
по убыванию абсолютному значению SHAP. То есть 
представлены переменные, оказавшие наиболь-
шее влияние на прогноз капитализации компании 
Biogen. Так, согласно методу, значение в 2,36 млрд 
долл. Чистой операционной прибыли три квартала 
назад (netIncomeFromContinuingOperations_t-3) уве-
личило прогнозную капитализацию компании на 
7,95 млрд долл. по сравнению с базовым уровнем.

Наибольшее негативное влияние оказало зна-
чение Совокупного дохода в прошлом квартале (co
mprehensiveIncomeNetOfTax_t-1), понизившее про-
гнозную стоимость компании на 2,23 млрд долл. 
Суммарный вклад локальных значений для осталь-

ных 315 признаков, не представленных на гра-
фике индивидуально, составляет 10,76 млрд долл. 
с положительным знаком (последняя строка на 
рис. 1). Итоговый прогноз капитализации в данном 
примере составил 42,4 млрд долл.

Помимо анализа прогноза для отдельно взятой 
компании, возможно оценить и общую важность 
каждого из признаков путем расчета среднего абсо-
лютного значения SHAP на основе всех наблюдений. 
Для оценки важности признаков в рамках каждого 
из трех методов сделан выбор в пользу использо-
вания всей генеральной совокупности, состоящей 
из объединения обучающего и тестового множеств.

3. ЭМПИРИЧЕСКОЕ ИССЛЕДОВАНИЕ 
НА ОСНОВЕ ДАННЫХ nYse И nasDaQ

3.1. Данные
Независимыми переменными, c помощью кото-
рых прогнозируется капитализация, являются 
данные ежеквартальной финансовой отчетности 
(форма 10-Q) за последние восемь кварталов, по-
лученные в ноябре 2021 г. Генеральная совокуп-
ность состоит из 3945 компаний, котирующихся 
на биржах NYSE и NASDAQ. Финансовые отчеты 

 

Рис. 1 / Fig. 1. Оценка важности признаков методом sHaP для компании Biogen Inc. Локальные 
значения и вклад признаков указаны в долл. США. Модель GbDt / sHaP values based on feature 
importance for Biogen Inc. numbers are given in Us dollars. GbDt model
Источник / Source: составлено автором / compiled by the author.
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предоставлены сервисом Alpha Vantage 7. Всего 
матрица плана X  содержит 329 столбцов, 328 из 
которых являются статьями бухгалтерского ба-
ланса, отчета о финансовых результатах и о дви-
жении денежных средств. Также набор предикто-
ров включает в себя информацию о секторальной 
принадлежности компании. Так, вектор призна-
ков для отдельной компании имеет следующий 
вид:
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3.1.1. Отсутствующие данные
Для большинства компаний существуют про-
пущенные значения для некоторых признаков. 
Причин отсутствующих данных может быть не-
сколько. Так, степень детализации раскрытия 
информации может варьироваться от компа-
нии к компании. С другой стороны, специфи-
ка хозяйственной деятельности фирмы может 
не подразумевать наличия конкретной статьи. 
К примеру, компания, не использующая финан-
совый лизинг, будет иметь пропущенные данные 
для признака capital Lease Obligations в каждом 
из восьми кварталов. Практически каждый из 
рассмотренных ML методов не может исполь-
зоваться при наличии отсутствующих данных: 
обучение модели и последующее прогнозирова-
ние невозможно. Очевидным решением являет-
ся исключение корпораций с отсутствующими 
данными из выборки. Альтернативный вари-
ант —  удаление переменной с отсутствующими 
данными. Однако недостатки таких радикальных 
решений заметно превышают их главное преи-
мущество —  простоту.

Наличие отсутствующих данных для заданного 
признака может являться объединяющей характе-
ристикой для некоторой страты компаний. Скажем, 
для компаний одной отрасли. Следовательно, уда-

7 Alpha Vantage —  API сервис финансовых данных. URL: https://
www.alphavantage.co// (дата обращения: 28.11.2021).

ление компаний с пропущенными данными делает 
выборку нерепрезентативной для фондового рынка 
в целом. Полученные таким образом результаты 
и выводы распространялись бы только на специ-
фическое подмножество компаний —  предприятий 
с низким числом отсутствующих данных. Очевидно, 
что ценность результатов такого исследования была 
бы значительно ниже. Помимо этого, уменьшение 
числа наблюдений ведет к заметному снижению 
качества получаемых моделей.

В работе 2001 г. М. Банко и Э. Брилл на примере 
проблемы обработки естественного языка показа-
ли, что именно объем данных для обучения, а не 
выбор метода является главной детерминантной 
эффективности машинного обучения (Banko & Brill, 
2001). Работая с небольшим набором данных, есть 
все основания полагать, что исключение компаний 
из выборки значительно снизит прогностическую 
силу обучаемых моделей. Принимая во внимание 
перечисленные факторы, удаление компании из 
выборки будет применяться только в самых пата-
логических случаях —  при отсутствии данных для 
девяноста и более статей отчетности.

Избежать удаления большего числа компаний 
позволяет замена отсутствующих данных вменен-
ными значениями. Наиболее часто используемыми 
способами является вменение мерами центральной 
тенденции: средним значением или медианой. 
Такой подход также видится недостаточным для 
проблемы оценки стоимости компании, где даже 
небольшое увеличение прогностической силы мо-
дели дается с большим трудом.

Воспользуемся более сложным способом вмене-
ния —  алгоритмом итеративного вменения (Iterative 
Imputation). Суть метода заключается в обучении 
множества вспомогательных моделей, где каждый 
признак прогнозируется с помощью остальных. 
Так, для каждого признака и для каждой компании 
пропущенные данные заменяются прогнозными 
значениями (Buck, 1960). Важным компонентом 
является определение метода, с помощью которого 
происходит обучение вспомогательных моделей. Не 
имея оснований предпочитать конкретный метод, 
выбор в пользу градиентного бустинга на основе 
деревьев решений видится наиболее здравым. На 
сегодняшний день именно GBDT считается самым 
передовым методом и выбором по умолчанию для 
работы с разнородными данными (Munkhdalai, 
Munkhdalai, Namsrai, Lee, & Ryu, 2019). Итератив-
ное вменение применялось перед обучением фи-
нальной модели прогнозирования капитализации 
в рамках каждого из двенадцати рассмотренных 
методов за исключением самого GBDT. Дело в том, 
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что имплементация данного алгоритма библио-
текой CatBoost имеет нативную поддержку отсут-
ствующих данных. Таким образом, вменение для 
данного метода не является обязательным. Кроме 
этого, GBDT также не требует и масштабирования/
стандартизации признаков.

3.1.2. Масштабирование признаков
Масштабирование или стандартизация призна-
ков —  необходимый этап предварительной об-
работки данных. Порядок величин для статей 
финансовой отчетности довольно высок и силь-
но варьируется. Типичные значения многих ста-
тей могут измеряться миллиардами. За редкими 
исключениями, эффективность ML методов за-
метно снижается, если размерность признаков 
сильно варьируется. Многие оптимизационные 
алгоритмы и функции затрат требуют норма-
лизации независимых переменных. Существует 
довольно большое количество опций стандар-
тизации данных, лучшие из которых заранее 
определить очень сложно. Всего было рассмот-
рено семь вариантов трансформации, представ-
ленных в библиотеке scikit-learn. Эксперименты 
с тренировочной выборкой показали, что самым 
стабильным и предпочтительным методом пре-
образования данных является квантильная тран-
сформация (Quantile Transformation). Этот подход 
к стандартизации данных использует непараме-
трическое преобразование признака к равномер-
ному распределению со значениями от нуля до 
единицы. Так, например, после преобразования 
максимальное значение для переменной выручка 
будет равно единице, а минимальное —  нулю. Вы-
ручка для медианной компании примет значение 
0,5. Для альтернативных методов стандартизации 
(Standard Scaler, Max Absolute Scaler и др.) р-ква-
драт 2

isR  для итоговых моделей, рассчитанный 
на основе тренировочных данных, зачастую на-
ходился в отрицательной зоне и заметно уступал 
в качестве квантильной трансформации.

3.2. Результаты и обсуждение
Эффективность каждого из рассмотренных мето-
дов сопоставлена в табл. 2 и на рис. 2. Как и пред-
полагалось, из-за неспособности учитывать не-
линейные взаимоотношения традиционные ме-
тоды оказались сравнительно неэффективными 
( 2

oosR = 20,8% для МНК). По этой же причине при-
менение различных способов регуляризации к ли-
нейной модели не привело к значительному улуч-
шению результатов. Более того, эффективность 
Lasso и МНК оказалась практически идентичной. 

Только с помощью Ridge регрессии удалось незна-
чительно улучшить результат —  до 22,5%. Измене-
ние функции потерь MSE на Huber только ухудши-
ло качество прогнозов (17,0%).

Функция потерь Хьюбера (Huber, 1992) приме-
няется при большом числе выбросов, что актуально 
для финансовой отчетности в необработанном 
формате. После стандартизации переменных набор 
данных перестал включать в себя экстремальные 
наблюдения. Следовательно, применение данной 
функции потерь не является необходимым. Ис-
пользование стохастического градиентного спуска 
SGD c различными функциями потерь не привело 
к желаемому результату (17,6%). Метод опорных 
векторов SVM, используемый по большей части 
для задач классификации, предсказуемо оказался 
неэффективным для проблемы регрессии. Р-квадрат 
составил только 21,7%. Значительного улучшения 
качества моделей удалось достичь с использованием 
непараметрических методов: k-ближайших соседей 
и дерева решений.

Доля объясненной дисперсии для KNN составила 
44,3%, а для дерева решений —  41,4%. Применение 
ансамблей деревьев решений позволило поднять 
точность прогнозов на качество иной уровень. Для 
классического алгоритма Случайного леса (Random 
Forest) коэффициент детерминации составил уже 
73,2%. Для еще более рандомизированной его мо-
дификации, метода сверхслучайных деревьев, р-ква-
драт оказался меньше: 64,9%. Наконец, метод гра-
диентного бустинга с использованием деревьев 
решений (GBDT) позволил получить сверхточные 
предсказания капитализации компаний из тестовой 
выборки ( 2 86,7%oosR = ).

Благодаря тому, что последняя модель способна 
давать наиболее качественную оценку стоимости 
компании, она представляет собой особый инте-
рес с точки зрения анализа важности признаков. 
Столбчатая диаграмма (рис. 3) показывает наи-
более важные статьи отчетности, при изменении 
значений которых наиболее сильно изменяет-
ся прогнозное значение стоимости компании 
(метод Prediction Values Change). Информация 
представлена в разрезе каждого финансового 
отчета: о финансовых результатах, о движении 
денежных средств и бухгалтерского баланса. По 
горизонтальной оси измеряется относительная 
важность признака.

Отметим, что наименьшую ценность для модели 
представляют данные бухгалтерского баланса. Ин-
тересно, что балансовая стоимость нематериальных 
активов с большим отрывом является наиболее 
важной переменной этой формы отчетности. Это 
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противоречит мнению некоторых исследовате-
лей, которые считают балансовую стоимость не-
материальных активов, в частности статью гудвилл 
наименее информативной при построении DCF 
моделей. В рамках отчета о движении денежных 
средств наиболее информативными признаками 
являются изменения в операционных активах за 
разные кварталы.

Из рис. 3 также можно заметить, что совокупная 
значимость отчета о финансовых результатах зна-
чительно превосходит суммарную важность двух 
остальных отчетов. Несмотря на подверженность 
манипуляциям, зависимости от учетной политики, 
именно данные нижней части отчета оказываются 
наиболее важными при оценке стоимости компании. 
В соответствии с целями и задачами финансового 
учета совокупный доход, чистая прибыль, EBITDA 
действительно могут считаться ключевыми показа-

телями деятельности предприятия, необходимыми 
при принятии инвестиционных решений. Выручка 
от реализации продукции, напротив, в число важ-
ных признаков не входит. Данные наблюдения 
также могут косвенно указывать на преимущества 
использования фондовых мультипликаторов, рас-
считанных на основе прибыли 8.

Оценим влияние признаков способом перестано-
вок Permutation Importance. Напомним, что важными 
признаками являются те, случайная перестановка 
которых привела к значительному снижению каче-
ства модели. Переменные, перестановка которых 
привела к наибольшему среднему падению р-ква-
драт, показаны на рис. 4. Среднее снижение качества 

8 Вопреки распространенному мнению о предпочтитель-
ности мультипликаторов, рассчитанных на основе вы-
ручки.

 Рис. 2 / Fig. 2. Эффективность различных методов машинного обучения на основе показателя 
р-квадрат, рассчитанного для тестового множества / Machine learning methods performance 
comparison based on the out of sample r-squared
Источник / Source: составлено автором / compiled by the author.

Таблица 2 / Table 2
Эффективность различных методов машинного обучения на основе показателя р-квадрат, 

рассчитанного для тестового множества / Machine learning methods performance comparison based 
on the out of sample r-squared

Метод МНК Ridge Lasso Elastic 
Net Huber SGD SVM KNN DT RF ERT GBDT

 2 ,�%oosR 20,8 22,5 20,8 20,9 17,0 17,6 21,7 44,3 41,4 73,2 64,9 86,7

Источник / Source: составлено автором / compiled by the author.
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модели рассчитано на основе трехсот случайных 
перестановок для каждого признака. Доверительные 
интервалы построены на основе двух стандартных 
отклонений.

Основные выводы, полученные разными спо-
собами оценки важности признаков, во многом 
пересекаются, увеличивая их достоверность. Оче-
видна низкая значимость данных бухгалтерского 
баланса: кумулятивная важность всех семи статей 
отчета не превышает значение пятой по значимости 
статьи отчета о финансовых результатах. Данные 
совокупного дохода (Сomprehensive Income) за разные 
кварталы остаются ключевыми переменными в рам-
ках каждого из методов оценки важности признаков. 
Для отчета о движении денежных средств главными 
полями являются изменения в операционных активах 
и операционный поток денежных средств.

Наконец, рассчитаем важность переменных ме-
тодом SHAP. SHAP значения каждого отдельного 
наблюдения для наиболее важных признаков по-
казаны на (рис. 5), где указаны влияния локальных 
значений признаков на прогноз. По вертикальной 
оси перечислены признаки. Красным цветом выде-
лены наблюдения с высоким значением заданного 
признака, а синим —  с низким. Позиция точек по 
горизонтальной оси показывает величину адди-

тивного вклада значения переменной в итоговый 
прогноз по сравнению с базовым уровнем.

Величина и знак влияния для большинства ста-
тей закономерен: высокое положительное значение 
статьи, как правило, увеличивает прогноз стоимости. 
Статья совокупный доход в очередной раз оказалась 
самой информативной при формировании прогноза. 
Отметим, что среднее абсолютное SHAP значение 
оказалось наибольшим для данных совокупного 
дохода именно за последний период (ближайший 
к настоящему дню). Вклад низких значений для 
большинства переменных, напротив, ассоциируется 
с меньшей капитализацией. Исключение составляют 
выручка, краткосрочный долг и всего обязательств.

Таким образом, модель, а значит, и инвесторы 
поощряют компании, имеющие низкую долю заемно-
го капитала. Это может указывать на то, что на 
практике для большинства компаний приведенная 
стоимость налогового щита ниже, чем потеря сто-
имости от риска финансового дистресса (financial 
distress), являющегося следствием использования 
заемных средств.

Негативное влияние выручки объяснить сложнее. 
Это может являться артефактом выбранного набора 
данных. В топ двадцать важных факторов попали 
только данные выручки для седьмого квартала. 

Рис. 3 / Fig. 3. Относительная важность статей отчетности, оцененная методом Prediction values 
change / relative feature importance. Prediction values change method
Источник / Source: составлено автором / compiled by the author.
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Рис. 4 / Fig. 4. Важность признаков на основе метода перестановок / Feature importance. Permutation 
importance method
Источник / Source: составлено автором / compiled by the author

Рис. 5 / Fig. 5. sHaP значения для наиболее важных признаков / sHaP values for the most important 
features
Источник / Source: составлено автором / compiled by the author
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Показатели выручки за другие кварталы оказались 
сравнительно не важными. Вклад переменной, ха-
рактеризующей отрасль компании, также оказался 
незначительным.

Признаки, отсортированные по среднему аб-
солютному SHAP значению, сведены в столбчатой 
диаграмме (рис. 6). Видно, что абсолютная важность 
некоторых признаков довольно велика, однако 
их относительный вклад в итоговый прогноз, как 
правило, невелик. Суммарный средний вклад девят-
надцати наиболее важных признаков несравнимо 
ниже вклада остальных 310 признаков (последняя 
строка рис. 6). Таким образом, для формирования 
высокоточного прогноза используются не отдель-
ные статьи, а данные всей финансовой отчетности 
за каждый из восьми кварталов.

3.3. Идеи дальнейшего рассмотрения проблемы
Усовершенствование моделей, полученных с по-
мощью методов машинного обучения, может про-
водиться сразу по нескольким направлениям.

1.  Инжиниринг новых признаков.
2.  Поиск новых признаков.
3.  Создание динамической версии модели.

В теории методы машинного обучения способ-
ны самостоятельно, без расчета вспомогательных 
признаков извлечь необходимую информацию 
из данных финансовой отчетности. Однако это 
применимо только для больших наборов данных 
(миллионы наблюдений). Работая в режиме не-
скольких тысяч наблюдений, расчет показателей 
ликвидности, оборачиваемости и рентабельности 
активов может позволить извлечь больше инфор-
мации из имеющегося набора данных.

Помимо финансовых отчетов, ценными для 
оценки могут быть и другие данные, в том числе 
неструктурированные. Извлечение текстовой ин-
формации из годовых отчетов (Sehrawat, 2019), 
использование заменяющих переменных, опи-
сывающих корпоративное управление, дивиден-
дную политику предприятия, также могут улуч-
шить качество прогнозов (Ковалев & Драчевский, 
2020). Включение данных финансовой отчетности 
для компаний как развитых, так и развивающихся 
рынков позволит увеличить выборку и получить 
более обобщенную модель (способную делать про-
гнозы для компаний разных размеров, секторов 
и регионов). В результате разработанные модели 

Рис. 6 / Fig. 6. Среднее абсолютное sHaP значение для наиболее важных признаков / Mean absolute 
sHaP values for the most important features
Источник / Source: составлено автором / compiled by the author.
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могут быть применены для сложной проблемы 
оценки компаний российского фондового рынка 
(Abramishvili, Lvova, & Voronova, 2019).

Флуктуации фондового рынка указывают на 
сильное влияние макроэкономических факторов 
на рыночную капитализацию компаний. Создание 
динамической версии модели позволит учесть ма-
кроэкономические переменные и заметно увели-
чить выборку. Идея состоит в том, что компания в два 
разных момента времени представляет собой два 
разных наблюдения. К примеру, набор данных может 
включать в себя десять наблюдений по компании 
Apple Inc. в разные моменты времени. Каждому из 
десяти наблюдений будет соответствовать свой век-
тор признаков, состоящий из данных финансовой 
отчетности компании за восемь последних кварта-
лов 9. Кроме того, такой подход позволит расширить 
вектор признаков макроэкономическими данными, 
соответствующих моменту наблюдения. В результате 
применения данной процедуры для каждой компа-
нии размер выборки увеличится примерно в десять 
раз. Вкупе с учетом макроэкономических факторов, 
увеличение выборки позволит заметно увеличить 
точность прогнозов капитализации.

ВЫВОДЫ
Перечислим основные результаты и итоги иссле-
дования.

1. Благодаря способности учитывать нелинейные 
взаимоотношения, методы машинного обучения за-
метно превосходят традиционные эконометрические 
подходы и способны давать точные оценки стоимости 
компаний за пределами обучающей выборки.

2. Экономические выгоды от использования ме-
тодов машинного обучения огромны. ML позволяет 

9 Десять наблюдений компании Apple inc. не должны 
иметь общих ежеквартальных отчетов. Так, каждому на-
блюдению соответствует непересекающийся с  другими 
наблюдениями двухлетний интервал (при использовании 
данных за восемь кварталов).

осмыслить сложный набор данных финансовой 
отчетности и экономить множество трудовых затрат 
высококвалифицированного персонала. Вместо тра-
ты десятков часов на создание сложных, многостра-
ничных документов MS Excel с расчетом стоимости 
отдельно взятой компании методом DCF аналитик 
может получить точную и непредвзятую оценку 
сотен и даже тысяч компаний за несколько секунд.

3. Полученные модели могут быть использованы 
для решения прикладных задач финансового менед-
жмента, корпоративных финансов, бухгалтерского 
учета и в инвестиционном анализе при создании 
торговых стратегий. Положительная разница между 
прогнозной капитализацией и фактической может 
являться критерием для включения акций компа-
нии в портфель.

4. Различные способы оценки важности при-
знаков единогласно указывают на особую цен-
ность данных отчета о финансовых результатах 
и, в частности, статьи совокупный доход. Дальнейшие 
исследования, посвященные анализу важности при-
знаков, позволят лучше понять процесс создания 
стоимости компании.

5. Совершенствование разработанных моделей 
может осуществляться по следующим направле-
ниям: использование большей выборки, создание, 
добавление и инжиниринг новых признаков. Пред-
ложенная динамическая версия модели позволит 
поднять и без того высокую точность оценки сто-
имости компании на качественно иной уровень, 
предположительно оставив экспертный уровень 
далеко позади.

Результаты работы подтверждают рассматрива-
емую гипотезу. Высокое значение показателя 2R  
для компаний из тестовой выборки недвусмысленно 
указывает на большой потенциал использования 
методов машинного обучения для оценки сто-
имости предприятия путем прогнозирования его 
рыночной капитализации на основании данных 
финансовой отчетности.
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